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Введение

Задачей Интеллектуального Анализа Данных
(ИАД, в англоязычной литературе используется
термин «Data Mining») является обнаружение (из-
влечение) в доступных исследователю исходных
данных ранее неизвестных, неочевидных, но прак-
тически полезных знаний [1]. В настоящее время
существует большое количество алгоритмов искус-
ственного интеллекта (включая машинное обуче-
ние), математической статистики, оптимизации и
прогнозирования и пр., применяемых для реше-
ния задачи ИАД: искусственные нейронные сети,
генетические алгоритмы, деревья решений, алго-
ритмы нечеткой логики, корреляционный и ре-
грессионный анализ и т. д. Каждый из существую-
щих алгоритмов показал свою эффективность при
решении разнообразных практических задач. Од-

нако в работе [2] было показано, что не существует
единственного алгоритма, способного максималь-
но эффективно решать задачу ИАД во всех воз-
можных практических применениях, поэтому ре-
шение каждой новой практической задачи требует
привлечения некоторых экспертных знаний для
выбора наиболее подходящего алгоритма из числа
доступных.

В работе [3] был формализован подход к про-
блеме выбора алгоритма (рис. 1): на основании на-
бора мета-характеристик (meta-features, MF)
f(x)∈F (F – пространство мета-характеристик) для
выборки данных x из пространства проблем (за-
дач) X функция S(f(x)) («selection mapping») про-
изводит выбор такого алгоритма a из пространства
доступных алгоритмов A таким образом, что его
эффективность p(a,x) («performance mapping») на
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выборке данных x максимальна (p(a,x) – показа-
тель эффективности, ПЭ).

Рис. 1. Выбор алгоритма на основании мета-характеристик
данных

Подход, предложенный в работе [3], предпола-
гал, что выполнение функции «selection mapping»
возложено на эксперта в области ИАД, либо в каче-
стве S(f(x)) используется составленный экспертом
набор правил (эвристик) выбора алгоритма. Оче-
видным недостатком применения подхода явля-
лась необходимость привлечения экспертов на ста-
дии разработки системы ИАД либо на стадии ее ис-
пользования. С одной стороны это требовало до-
полнительных материальных и временных затрат,
а с другой стороны ограничивало применение дан-
ного подхода в автоматических системах ИАД. Бо-
лее того, возникала проблема эффективности на-
копления экспертных знаний и улучшения имею-
щихся эвристик выбора алгоритма, поскольку
данные процессы основывались на увеличении
уровня квалификации самого эксперта.

Решение описанных проблем производилось
исследователями в рамках направления «мета-
обучение», области ИАД, изучающей способы уве-
личения эффективности «обучающихся систем»
ИАД путем накопления информации об эффектив-
ности обучения в таких системах (показатели эф-
фективности обучения, их взаимосвязь с характе-
ристиками задачи, особенности функционирова-
ния алгоритмов решения задачи и т. д.), в том чис-
ле и в автоматическом режиме [4].

Обзор существующих систем мета-обучения

До настоящего времени было предложено мно-
жество вариантов построения систем мета-обуче-
ния – например, в аналитических обзорах каждой
из 10 глав только одной книги [5], посвященной
мета-обучению, упомянуты более 40 систем, раз-
рабатываемых различными научными коллекти-
вами. Несмотря на то, что в публикациях по систе-
мам мета-обучения приводится аналитический об-
зор и сравнение с некоторыми существующими си-
стемами, выделяются лишь некоторые внешние
критерии оценки систем, как то результирующая
точность, скорость принятия системой решений и
т. д. Известна работа [5. С. 117–156], в которой сде-
лана попытка описания строения систем мета-об-
учения, однако рассматривается лишь состав вну-
тренних модулей без выделения общности в их ор-
ганизации.

В связи с этим автором было принято решение о
разработке классификационных признаков, учи-

тывающих внутреннюю организацию систем, с це-
лью систематизации существующих систем мета-
обучения. Ниже описаны сформулированные
классификационные признаки, согласно которым
в табл. 1, 2 приводится информация для каждой из
систем.
1. Класс разделяет приведенные системы на

4 группы по их предназначению:
a. Algorithm Selection – для заданной выбор-

ки данных произвести выбор оптимального
алгоритма из набора доступных (согласно
задаваемому ПЭ);

b. Parameter Tuning – для заданной выборки
данных определить оптимальные значения
параметров функционирования заданного
алгоритма;

c. Data Mining Assistant – выработать экс-
пертные рекомендации, содействующие
специалисту по ИАД в выборе оптимального
алгоритма для заданной выборки данных;

d. Multi-Level Data Mining – организовать
процесс автоматического многоуровневого
ИАД, при котором осуществляется не толь-
ко перебор алгоритмов ИАД и их параме-
тров, но и сравнение и выбор алгоритмов по-
иска оптимальных алгоритмов ИАД и опти-
мизации их параметров.

2. Режим распределяет ответственность за осу-
ществление той или иной функции, системы
мета-обучения: «Р» – ручной, когда принятие
решений полностью возложено на эксперта;
«А» – автоматический, когда эксперт уведо-
мляется о решениях, принимаемых системой
мета-обучения. Знаком «–» отмечены случаи,
когда функция не поддерживается системой.
В табл. 1, 2 рассматриваются следующие функ-
ции систем мета-обучения:
a. обучение – способность системы произво-

дить накопление мета-знаний об эффектив-
ности доступных алгоритмов ИАД, мета-ха-
рактеристиках данных и их взаимосвязи (в
терминах работы [3]: определение вида
и/или построение функции «selection map-
ping» S);

b. использование – осуществление действий
по выбору/рекомендации оптимального ал-
горитма ИАД и/или параметров его функ-
ционирования на основе анализа поставлен-
ной задачи – анализа заданной выборки
данных (в терминах работы [3] для выбора
алгоритма: вычисление мета-характери-
стик данных f и применение S для выбора
алгоритма a);

c. выбор мета-характеристик (значимых) –
определение подмножества заданных мета-
характеристик, отражающих лишь значи-
мые свойства выборок данных, определяю-
щих корректный выбор алгоритма для ре-
шения поставленной задачи. Иными слова-
ми, это исключение нерепрезентативных
мета-характеристик;
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d. настройка параметров алгоритмов –
определение таких значений параметров
функционирования алгоритмов, при кото-
рых достигается максимизация ПЭ при ре-
шении поставленной задачи;

e. проверка эффективности (лучшего алго-
ритма) – оценка допустимости применения
выбранного системой алгоритма для реше-
ния поставленной задачи. Это необходимо
для детектирования случаев, когда все до-
ступные системе мета-обучения алгоритмы
неудовлетворительно решают поставленную
задачу, поэтому выбор лучшего из них не га-
рантирует ожидаемое высокое значение ПЭ.

3. Вид мета-характеристик определяет набор
групп мета-характеристик, используемых си-
стемой для анализа различных свойств задан-
ной выборки данных:
a. КОЛ – количественные: длина выборки, 

число переменных, число классов в задаче
классификации и т. п.;

b. ОБЛ – область происхождения выборки
данных (финансы, промышленность, ин-
формационные технологии и т. д.);

c. СТАТ – статистические: среднее, мини-
мальное и максимальное значения, диспер-
сия, корреляция и т. п.;

d. ГЕОМ – (для задач классификации) – харак-
теристики пересечений классов по входным
данным, разделимость, диаметры классов и
расстояния между классами в пространстве
параметров и т. д.;

e. ПОВ – поведение временной последователь-
ности: характеристики тренда, периодич-
ность, автокорреляция, число точек измене-
ния направления и т. п.;

f. ЭКСП – экспертные знания: особенности
области применения, описание входных и
выходных данных и т. д.;

g. ХАОС – показатель Ляпунова, размерность
фрактального пространства и т. д.;

h. ОРИ – ориентирование, landmarking – за-
пуск относительно быстрых и простых алго-
ритмов ИАД, значение ПЭ которых есть ме-
та-характеристика данных;

i. ГРАФ – характеристики графов: число вер-
шин, ребер, показатели связности, оценка
решения сверху и снизу, статистические по-
казатели и др.;

j. ШАБ – (для алгоритмов) – содержание в ал-
горитме ИАД определенных структурных
шаблонов обработки данных.

4. Показатель эффективности алгоритма и систе-
мы указывает способ расчета ПЭ отдельных до-
ступных алгоритмов и системы в целом, вклю-
чая известные критерии качества решения за-
дач ИАД.

5. Содержание базы мета-данных иллюстрирует
способ представления мета-знаний в виде хра-
нимой информации для последующего исполь-
зования.

6. Мета-модель содержит информацию о входных
и выходных величинах мета-модели (разделе-
ны знаком «->»).

7. Способы получения оптимального алгоритма и
настройки оптимальных параметров алгорит-
ма определяет процедуру поиска оптимального
алгоритма из доступных и/или вычисления оп-
тимальных параметров его функционирова-
ния: ВЫБ – выбор из фиксированного множе-
ства, ПЕР – перебор элементов вычисляемого
набора значений, ОПТ – решение задачи опти-
мизации.

8. Задача – краткая характеристика практиче-
ского применения, на котором разработчиками
показана эффективность системы мета-обуче-
ния. Помимо количественных характеристик
указан вид задачи: КС – классификация, КЗ –
кластеризация, РЕ – регрессия, ПР – прогнози-
рование, РГ – раскраска графов, УК – задача об
упаковке в контейнеры (Bin Packing Problem,
BPP).
Следует отметить, что в табл. 1, 2 представлены

системы мета-обучения, действующие с примене-
нием возможностей вычислительной техники.
Аналитический обзор других систем мета-обуче-
ния (например, экспертных систем мета-обучения,
систем построения онтологий и пр.) был выполнен
в работе [5. С. 117–156]. Знаком «?» и наклонной
штриховкой отмечены ячейки, информации по ко-
торым недостаточно.

На основании анализа табл. 1, 2 можно сделать
следующие выводы.
1. Большинство систем мета-обучения (17 из 18)

поддерживают автоматический режим обуче-
ния, что избавляет от необходимости трудоем-
кого ручного формирования базы мета-знаний.
Также большинство систем, относящихся к
классам Algorithm Selection и Multi-Level Data
Mining, поддерживают автоматический режим
использования (11 из 12). Это позволяет вклю-
чать данные системы в состав автоматических
систем ИАД.

2. Используются 10 видов мета-характеристик
данных, причем наиболее часто в задаче клас-
сификации используются виды КОЛ и СТАТ
(соответственно, 7 и 5 из 11), а в задаче прогно-
зирования – ПОВ и СТАТ (3 и 2 из 3). Это под-
тверждает, что репрезентативность различных
мета-характеристик данных определяется ви-
дом задачи, решаемой системой мета-обучения,
и подчеркивает актуальность выбора значимых
мета-характеристик. Однако автоматический
режим выбора мета-характеристик поддержи-
вается лишь в 4 системах из 18.

3. 11 систем из 18 осуществляют формирование
мета-модели на основе накопленных при обуче-
нии мета-знаний, причем только 3 системы
строят модели, позволяющие прогнозировать
значения ПЭ на основании мета-характеристик
заданной выборки данных, а значит, и произво-
дить оценку качества решения.
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4. 8 систем из 18 позволяют производить вычи-
сление оптимальных параметров функциони-
рования алгоритмов, причем 6 из них – в авто-
матическом режиме. При этом только 3 систе-
мы из 6 основываются на анализе свойств за-
данной выборки данных (на расчете мета-ха-
рактеристик). Остальные системы опираются
на значение внешнего ПЭ, что увеличивает ве-
роятность получения смещенных оценок опти-
мальных параметров функционирования алго-
ритмов (в том числе вследствие явления «пе-
реобучения» – «overfitting»).

5. Только одна система оценивает эффективность
полученного оптимального алгоритма и допу-
стимость его применения для решения поста-
вленной задачи, остальные системы осущест-
вляют выбор и/или генерируют рекомендации
безотносительно предполагаемой эффективно-
сти работы выбранного алгоритма (качества ре-
шения задачи). Это ограничивает применение
данных систем в отсутствии контроля со сторо-
ны эксперта.
На основании данных выводов сформулируем

требования к реализации автоматической систе-
мы мета-обучения, лишенной упомянутых недо-
статков.

Требование A: Поддержка автоматических ре-
жимов обучения, использования, выбора значи-
мых мета-характеристик, настройки параметров
алгоритмов и проверки эффективности.

Требование B: Накопление мета-знаний и по-
строение на их основе мета-моделей, отражающих
закономерности в процессах обучения системы и
алгоритмов.

Требование C: Расчет оптимальных параметров
функционирования и выбор оптимального алго-
ритма на основании анализа свойств заданной вы-
борки данных (мета-характеристик) и предсказа-
ния производительности алгоритмов.

Требование D: Поддержка принятия решений о
допустимости применения найденного оптималь-
ного алгоритма и его оптимальных параметров для
решения поставленной задачи.

В табл. 1, 2 для каждой существующей системы
проведен анализ ее соответствия сформулирован-
ным требованиям, причем степень соответствия с
точки зрения возможности и трудоемкости дора-
ботки каждой системы отмечена соответствующим
цветом ячейки (примечание к табл. 2). Из анализа
следует, что доработка каждой существующей си-
стемы является либо трудоемкой, либо приводя-
щей к существенному изменению ее структуры.
Таким образом, разработка системы мета-обуче-
ния, удовлетворяющей всем сформулированным
требованиям, является актуальной.

Организация системы мета-обучения

С целью построения системы мета-обучения,
удовлетворяющей сформулированным выше тре-
бованиям, в работе [21] автором был предложен
способ, представленный на рис. 2.

Выбор алгоритма a из пространства доступных
алгоритмов A и набора его оптимальных параме-
тров функционирования qa из пространства пара-
метров Qa производится функцией L(f(x)) на осно-
вании набора мета-характеристик f(x)∈F (F – про-
странство мета-характеристик) для выборки дан-
ных x из пространства проблем X таким образом,
что эффективность p(a(qa),x) алгоритма a на выбор-
ке данных x максимальна (p(a(qa),x) – ПЭ).

Рис. 2. Выбор алгоритма и параметров его функционирова-
ния на основании мета-характеристик данных

Рассмотрим подробнее процесс обучения пред-
лагаемой системы мета-обучения.

Пусть система располагает информацией о не-
котором наборе из K выборок данных xk, где k=


1,K


.
Для каждой выборки данных значение мета-ха-
рактеристик рассчитывается как fk=f(xk), причем
fk=[fk

1, fk
2…fk

m] – вектор из m мета-характеристик
данных (m – размерность F).

Системе доступен набор из G алгоритмов ag, где
g=


1,G


.
Система также обладает информацией об эф-

фективности каждого из доступных ей алгоритмов
ag: q

g
i,j, где i∈Ig⊆I={1,2…G} – информация о произ-

водительности алгоритма ag может быть доступна
не для всех выборок xk; j=


1,Ji

g
, Ji

g – количество на-
боров параметров qg

i,j алгоритма ag, для которых до-
ступно значение показателя эффективности на вы-
борке xi. При этом каждый набор параметров
qg

i,j=[qi,j
g,1,qi,j

g,2…qi,j
g, sg] – вектор из sg параметров алго-

ритма ag (разные алгоритмы могут иметь различ-
ное число параметров sg). Составим матрицу мета-
характеристик MF, матрицы параметров алгорит-
ма MQ

g,i и матрицы показателей эффективности MP
g,i:

С учетом введенных обозначений для каждого
алгоритма ag и выборки данных xi составим матри-
цы доступной мета-информации для выборки дан-
ных xi:
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Таблица 1. Обзор систем мета-обучения. Класс «Algorithm Selection»
と
¿í
ïï

 ï
óï
öñ
½▲

 

で
óï
öñ
½í

 ½
ñö
í-
Üß
Üô
ñÖ
ó　

 ぜñöí-ÜßÜôñÖóñ げíÑíôí 

づñ
¢
ó½

 Ü
ßÜ
ôñ
Öó
　 

づñ
¢
ó½

 ó
ïä
Ü¿
á£
Üç
íÖ
ó　

 

ゑ
óÑ

 ½
ñö
í-
êí
ëí
¡ö
ñë
óï
öó
¡ 

づñ
¢
ó½

 ç
▲
ßÜ
ëí

 M
F

 

ぢ
Ü¡
í£
íö
ñ¿
á 

 
~â
âñ
¡ö
óç
ÖÜ
ïö
ó 
í¿
ÇÜ
ëó
ö½
í 

で
ÜÑ
ñë
¢
íÖ
óñ

 ß
í£
▲

  
½ñ
öí

-Ñ
íÖ
Ö▲
ê 

 
(ï
ÜÑ
ñë
¢
íÖ
óñ

 £í
äó
ïñ
ú)

 

ぜ
ñö
í-
½Ü
Ññ
¿á

 

で
äÜ
ïÜ
ß 
äÜ
¿Ü
ôñ
Öó
　 

 
Üä
öó
½í
¿á
ÖÜ
ÇÜ

 í
¿Ç
Üë
óö
½í

 

づñ
¢
ó½

 Ö
íï
öë
Üú
¡ó

  
äí
ëí
½ñ
öë
Üç

 í
¿Ç
Üë
óö
½Ü
ç 

で
äÜ
ïÜ
ß 
Öí
ïö
ëÜ
ú¡
ó 

 
äí
ëí
½ñ
öë
Üç

 í
¿Ç
Üë
óö
½Ü
ç 

ぢ
Ü¡
í£
íö
ñ¿
á 

 
~â
âñ
¡ö
óç
ÖÜ
ïö
ó 
ïó
ïö
ñ½
▲

 

づñ
¢
ó½

 ä
ëÜ
çñ
ë¡
ó 

 
~â
âñ
¡ö
óç
ÖÜ
ïö
ó 

と
Ü¿
óô
ñï
öç
Ü 
ç▲
ßÜ
ëÜ
¡ 
Ñí
ÖÖ
▲
ê 

と
Ü¿
óô
ñï
öç
Ü 

M
F

 

と
Ü¿
óô
ñï
öç
Ü 
í¿
ÇÜ
ëó
ö½
Üç

 

A
lg

or
ith

m
 S

el
ec

tio
n 

NOEMON 
 

Prudencio, 
Ludermir [6] 

A A ぢだゑ づ MAE 
MF,Algo 

-> 
MAE 

MF 
-> 

Binary 
Compare 
(MLP) 

ゑぼゐ 
づíÖ¢ó-
ëÜçíÖóñ

– – 
(def) 

SRC づ 
ぢづ 

645 5 3 

Prudencio, 
Ludermir [7] 

A A でどんど づ ? 

MF 
-> 

çñ¡öÜë 
ëíÖÇÜç 
í¿ÇÜëóö-
½Üç 

MF 
-> 

Binary 
Compare 
(MLP) 

ゑぼゐ 
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Average 

Error 
Rate 

づ 

づぎ 

50 10 ? 

Romero, 
Olmo, Ven-

tura [8] 
ん ん 
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ï¿Ü¢ÖÜ-
ïöó,  
だゐず 

づ 

5 ぢÄ: 
Sen, Prec, 

F-M, 
Kap, 
AUC 

MF 
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Nearest 
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Euclidean 
discance 
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–  

(def) 

F-
Measure 
(preci-
sion, 

recall) 
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32 16 19

Matijas, 
Suykens, 

Krajcar [9] 
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でどんど, 
ぢだゑ 
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MASE 
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(def) 

MASE 
NRMSE 
MAPE 

づ 

ぢづ 

65 
+ 
4 

13 7 

Cacoveanu, 
Vidrighin, 

Potolea [10] 
A A 

とだず 
でどんど 
だづご 

づ CA 
MF,Algo 

-> 
CA 

– 

ゑぼゐ 
ÖíóßÜ¿ññ 
äÜêÜ¢óê 
ï¿Üôíñç 
(kNN) 

– – CA づ 

とで 

13 
+ 
2 

11 7 

Cruz-reyes 
et. al. [11] 

ん ん でどんど づ 
ぶóï¿Ü 
¡ÜÖöñú-
ÖñëÜç 

MF,Algo 
-> 

Group/algo
(kNN) 

MF->Group
(Discrimi-

nant Analy-
sis, C4.5, 

SOM) 

ゑぼゐ 
ぢëó½ñ-
ÖñÖóñ 
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¡¿íïïó-
âó¡íöÜëí

– – 
ぶóï¿Ü 
¡ÜÖöñú-
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づ 

ばと 

243
0 

5 7 

Wang, 
Smith-Miles, 

Hyndman 
[12] 

ん 
A 
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(FA) 
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-> 

ranking 

MF-
>ranking  
(SOM) 

ゑぼゐ 
(DT) 

– – 
? 

(FA) 
ん 

ぢづ 

315 13 4 づ 

Abdel-
messih, Sha-

fait, Reif, 
Goldstein 

[13] 
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だづご 

づ CA 
MF 
-> 
CA 

MF 
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CA 
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RMSE) 

ゑぼゐ 
(Öí ÜïÖÜ-
çñ äëÜ-
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ぢÄ) 

ん 
ぢぎづ 
(GS) 

– 
(RMSE 
Ñ¿　 ½ñ-
öí-½Ü-
Ññ¿ñú) 

づ 

とで 

90 7 7 

Molina, 
Luna, 

Romero, 
Ventura [14] 

A づ とだず づ CA 

MF, 
Params 

-> 
Variation 
Accuracy

MF+Params
-> 

Variation 
Accuracy 

(DT) 

– づ ぢぎづ 

Varia-
tion of 

Accura-
cy 

づ 

とで 

14 3 1 

Musliu, 
Schwengerer 

[15] 
ん ん ゎづんぱ づ 

ぜóÖó-
½í¿áÖÜñ 
ôóï¿Ü 
îçñöÜç 

MF 
-> 

ぶóï¿Ü 
îçñöÜç 

MF 
-> 

ranking  
(6 んと) 

ゑぼゐ  
(äëó½ñ-
ÖñÖóñ 
んと) 

– 
–  

(def) SSR づ 

づゎ 

859
8 
+ 
82

6 
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Таблица 2. Обзор систем мета-обучения. Классы «Parameter Tuning», «Data Mining Assistant» и « Multi-level Data Mining»

MAE – Mean Absolute Error, RMSE – Root Mean Square Error, NMSE – Normalized Mean Square Error, CA – Classification Accuracy
(процент верных классификаций), CE – Classification Error (процент ошибок классификации), WCE – Weighted Classification Error
(взвешенная ошибка классификации), FA – Forecasting Accuracy (точность прогноза), SRC – Spearman Rank Correlation (мера сов-
падения с идеальным вариантом ранжирования), SSR – Selection Success Rate (процент случаев верного выбора лучшего алго-
ритма), Algo – алгоритм, Params – параметры функционирования алгоритма, АК – алгоритм классификации, GS – Grid Search
(перебор всех значений в заданных пределах с заданным шагом), MLP – Multi-layer perceptron, kNN – k-nearest-neighbor algo-
rithm (метод k ближайших соседей), SOM – Self-Organizing Map (самоорганизующаяся карта), SVM – Support Vector Machine
(метод опорных векторов), CBR – Case-Based Reasoning (основанный на правилах выбор наиболее похожего случая), GA – Gen-
etic Algorithm (генетический алгоритм), DT – Decision Tree (дерево решений).
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Объединение данных матриц для всех i∈Ig для
каждого алгоритма ag позволит получить матрицы
мета-информации Mg

left и Mg
right, составляющие выбор-

ку данных для обучения мета-моделей вида pg=µ g(f,q),
способных прогнозировать значение ПЭ для алгорит-
ма ag при заданных значениях мета-характеристик fи
параметрах алгоритма q. Мета-модели µ g(f,q) являют-
ся решением задачи идентификации вида

где Ω – множество всех мета-моделей; Z(Mirue,Mµ) –
критерий оценки качества мета-моделей.

Таким образом, в общем виде функция L(f) мо-
жет быть записана следующим образом:

В работах [18] и [22] было указано, что большой
размер пространства поиска Rsg параметров qg

opt при
наличии обычно небольшого объема доступной ме-
та-информации (Ji

g записей для каждой пары алго-
ритма ag и выборки данных xi) приводит к ухудше-
нию качества прогнозирующих мета-моделей. Од-
ним из возможных решений данной проблемы яв-
ляется обучение дополнительных мета-моделей
вида qg

opt=η g(f), производящих расчет оптималь-
ных параметров для каждого алгоритма ag на осно-
вании значений мета-характеристик данных f:

где Y(Mtrue,Mη) – критерий оценки качества мета-
модели, причем

Таким образом, функция  примет вид:

Схема, соответствующая данному модифициро-
ванному способу (в сравнении с предложенным на
рис. 2), представлена на рис. 3.

Программная платформа 
для реализации системы мета-обучения

Архитектура программной платформы для реа-
лизации систем мета-обучения, полученная в ре-
зультате объектно-ориентированного анализа и
проектирования, представлена на рис. 4.

Рис. 3. Выбор алгоритма и параметров его функционирова-
ния на основании мета-характеристик данных на ос-
нове двух видов мета-моделей

Алгоритм (Algorithm) – объекты данного клас-
са осуществляют некоторую последовательность
действий по решению поставленной задачи (метод
solve ()) с целью получения результата, выражен-
ного абстракцией Result. Исходная информация к
решению задачи передается в виде выборки дан-
ных Data, а семантика данных определяется усло-
вием конкретной решаемой задачи. Работа алго-
ритма регулируется набором параметров функцио-
нирования params (qa), специфичных для каждого
алгоритма (a).

Ответственностью класса Criterion является
оценка качества решения задачи на основании
имеющихся результатов и исходных данных. В со-
ответствии с введенными ранее обозначениями,
оценка представляет собой вектор числовых значе-
ний p. MetaFeature – интерфейс расчета мета-харак-
теристик (f m) для задаваемой выборки данных (x).

Модель (Model) – это сущность, отражающая
некоторую взаимосвязь или закономерность в дан-
ных (Data). Структура и параметры модели опреде-
ляют ее уникальность среди других моделей. Мо-
дель может являться результатом работы некото-
рого алгоритма (ModelAlgorithm на рис. 4) по ре-
шению им поставленной задачи (например, задачи
структурной и параметрической идентификации
системы, классификации, прогнозирования и пр.).

Ответственностью класса MetaLearner являет-
ся организация процесса мета-обучения. Объекты
класса MetaLearner имеют доступ к некоторому за-
даваемому набору алгоритмов (algorithms), кото-
рые могут быть использованы для решения 
(solve()) поставленной задачи, а также к набору
критериев оценки качества решения задачи (crite-
ria). В процессе работы производится накопление
мета-данных (metadata), которые используются
для построения мета-моделей (MetaModel, насле-
дованный от Model) с использованием задаваемой
реализации интерфейса алгоритмов построения
моделей (ModelAlgorithm). Полученные мета-мо-
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дели (metamodels) используются для выбора опти-
мального алгоритма и набора оптимальных пара-
метров его функционирования для решения поста-
вленной задачи.

Предлагаемая объектно-ориентированная ар-
хитектура системы мета-обучения была реализова-
на в рамках единой системы с авторской програм-
мной платформой для реализации алгоритмов ме-
тода группового учета аргументов (МГУА), подроб-
ное описание которой приведено в статье [23], а
пример ее применения для решения задачи прог-
нозирования нестационарной временной последо-
вательности – в статье [21]. На рис. 4 для иллю-
страции механизма интеграции программных
платформ приведены классы программной плат-
формы МГУА (выделены серым, рамкой «GMDH»;
сохранены наименования, используемые в работе
[23]).

Реализация системы мета-обучения на основа-
нии предложенной объектно-ориентированной ар-
хитектуры удовлетворяет всем сформулирован-
ным ранее требованиям.

Требование A: автоматическое функционирова-
ние системы обеспечивается использованием в Me-
taLearner алгоритмов решения поставленной зада-
чи и алгоритмов обучения мета-моделей, не тре-
бующих присутствия эксперта. В частности, при
проведении экспериментов автором использова-
лись алгоритмы метода МГУА.

Требование B: накопление мета-знаний в Meta-
Learner происходит путем добавления мета-дан-
ных о каждом решении поставленной задачи (вы-

зов метода solve ()). При этом при увеличении объе-
ма доступных мета-данных происходит дообуче-
ние (переобучение) моделей metamodels.

Требование C удовлетворяется реализацией в
MetaLearner общего или модифицированного спо-
собов, предложенных ранее и изображенных на
рис. 2, 3.

Требование D удовлетворяется реализацией в
MetaLearner модуля самодиагностики: чрезмерно
низкое прогнозируемое значение ПЭ для выбран-
ного алгоритма расценивается модулем как недо-
пустимость применения алгоритма для решения
задачи. При этом использование алгоритмов
МГУА для поиска мета-моделей упрощает реали-
зацию данного модуля в связи с тем, что они позво-
ляют получить значение внешнего критерия каче-
ства для обученных мета-моделей.

Экспериментальная проверка эффективности 
предлагаемой системы мета-обучения 
применительно к решению задачи прогнозирования

Для проверки эффективности предлагаемой си-
стемы мета-обучения использовался тестовый на-
бор временных последовательностей, известный
под названием «M3 Competition». Данный набор
содержит 3003 временные последовательности из
разных областей человеческой деятельности: про-
мышленность, экономика, финансы, демография
и пр. Целью создания «M3 Competition» было пре-
доставление исследователям в области прогнози-
рования возможности проверки разрабатываемых
ими алгоритмов прогнозирования и сравнения с
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Рис. 4. Объектно-ориентированная архитектура программной платформы для реализации системы мета-обучения

 



существующими аналогами: на сегодняшний день
в базе данных IIF (International Institute of Fore-
casters) содержатся прогнозы, полученные с ис-
пользованием 24 современных методов прогнози-
рования, начиная от «наивного прогнозировщи-
ка» (Naive) и заканчивая искусственными нейрон-
ными сетями (ANN) [24].

Значения каждой временной последовательно-
сти xt следуют с фиксированным шагом по времени
∆t, равным одному году (645 последовательно-
стей), кварталу (756 последовательностей) или ме-
сяцу (1428 последовательностей) [25]. Для каждой
последовательности задается число контрольных
точек в конце, которые не могут участвовать в об-
учении прогнозирующих моделей, но должны
быть использованы для оценки точности прогно-
зирования.

Для экспериментов были выбраны месячные
данные: 1428 последовательностей. Для удобства
сравнительного анализа результатов прогнозиро-
вания все используемые последовательности были
нормализованы к интервалу [–1; 1].

Были определены 8 мета-характеристик вре-
менных последовательностей, подробная инфор-
мация по которым приведена в табл. 3. Для каж-
дой из мета-характеристик приведен вид согласно
классификации, введенной ранее в аналитическом
обзоре систем мета-обучения, а также способ их
вычисления. На рис. 5 представлены гистограммы

распределений значений мета-характеристик, рас-
считанные для всех 1428 выборок данных (N – чи-
сло выборок, значение мета-характеристики кото-
рых попадает в соответствующий интервал гисто-
граммы), а на рис. 6 визуализированы значения
линейного коэффициента их взаимной корреля-
ции (более темный цвет означает более коррелиро-
ванные значения, знаком «+» и «–» отмечены, со-
ответственно, положительные и отрицательные
значения корреляции). Гистограммы распределе-
ний для каждой мета-характеристики имеют раз-
личный вид, а абсолютное значение корреляции в
среднем составляет 0,29, что свидетельствует о
том, что мета-характеристики отражают независи-
мые свойства временных последовательностей.

В качестве алгоритма прогнозирования приме-
нялся один из «прогнозирующих модулей», опи-
санных автором в работе [21], соответствующий
типу с названием «Sliding Window» и характери-
зующийся параметром T – размером скользящего
окна, определяющим количество точек предысто-
рии, использующихся прогнозирующей моделью
для построения прогноза на следующий шаг. Дан-
ный параметр был выбран в качестве единственно-
го параметра функционирования алгоритма qa.
В экспериментах значение T полагалось равным 1,
2, 3, 4, 5, 6 и 7. Построение прогнозирующих мо-
делей производилось с использованием следую-
щих алгоритмов МГУА:
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Таблица 3. Описание применяемых мета-характеристик временных последовательностей
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• Комбинаторный алгоритм; ограничение на сте-
пень полинома 1; обучающая выборка – первые
2/3 точек временной последовательности, про-
верочная – последующие 1/3 точек; внешний
критерий селекции моделей – CR. Далее ис-
пользуется метка «COMBI-pow1».

• Алгоритм дважды многорядной полиномиаль-
ной сети; ограничение на размер сети 2×2, 3×3,
4×4, 5×5 (число слоев×число нейронов в слое);
двухвходовые нейроны; комбинаторный алго-
ритм обучения нейронов, максимальная сте-
пень полиномиального частного описания ней-
рона 2; минимальное изменение внешнего кри-
терия от слоя к слою 10–5; обучающая выборка –
первые 2/3 точек временной последовательно-
сти, проверочная – последующие 1/3 точек;
внешний критерий селекции моделей – CR. Да-
лее используются метки «PNN-2×2», «PNN-
3×3» и т. п.
Таким образом, для каждой временной после-

довательности осуществлялся запуск 7×(1+4)=35
прогнозирующих модулей для получения прогно-
за на контрольной выборке данных. В качестве ПЭ
алгоритмов (p(a(qa),x)) использовался критерий
CR, и среднее его значение на контрольных выбор-
ках составило 3,52.

Согласно предложенному ранее модифициро-
ванному способу (рис. 3), в системе мета-обучения
производилось построение двух видов мета-моде-
лей.
• qg

opt=η g(f), где размер вектора мета-характери-
стик f равнялся 8, qg

opt – 1, а число строк матри-
цы Mg

Q, opt составляло 1428.
• µ g(f,qg

opt), где размеры векторов f и qg
opt составля-

ли 8 и 1 соответственно, а число строк матрицы
MF – 1428.

Рис. 6. Величины линейного значения взаимной корреляции
значений мета-характеристик для месячных времен-
ных последовательностей «M3 Competition»

Построение мета-моделей осуществлялось с по-
мощью алгоритма дважды многорядной полино-
миальной сети МГУА с ограничением на размер
10×10 и внешним критерием CR (разделение вы-
борки на обучающую и проверочную – пополам;
двухвходовые нейроны, комбинаторный алгоритм
обучения нейронов, максимальная степень поли-
номиального частного описания 2).

Результатом работы модуля самодиагностики
(реализация требования D), применявшегося в том
числе для контроля качества мета-знаний, явилось
исключение из обучающих выборок 0,1…2,7 % ин-
формации по причине несоответствия ее мини-
мальным ожидаемым значениям ПЭ для поста-
вленной задачи прогнозирования (CR>103).

Также стоит отметить, что в процессе постро-
ения моделей вида qg

opt=η g(f) алгоритмом МГУА бы-
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Рис. 5. Гистограммы распределений значений мета-характеристик для месячных временных последовательностей «M3 Com-
petition»



ли автоматически исключены мета-характеристи-
ки «length» (для 3 мета-моделей из 5), «period»
(3 из 5), «land1out» (5 из 5) и «land2out» (4 из 5)
как нерепрезентативные. Для моделей вида
µ g(f,qg

opt) – только «land2in» (3 из 5).
На рис. 7, a приведены среднее (mean) и меди-

анное (median) значения абсолютной погрешности
(AE) мета-моделей вида qg

opt=η g(f) для доступных
системе алгоритмов прогнозирования. Можно ви-
деть, что медианное значение лежит в пределах
[0,6; 0,8], что является удовлетворительным пока-
зателем для модели, вычисляющей прогноз опти-
мального значения параметра, лежащего в диапа-
зоне [1; 7]. На рис. 7, б показаны средние (mean) и
медианные (median) значения абсолютной погреш-
ности мета-моделей вида µ g(f,qg

opt). На графике на-
блюдается возрастание ошибки мета-модели с уве-
личением сложности прогнозирующих моделей,
генерируемых соответствующим алгоритмом. Тем
не менее, погрешность находится на приемлемом
уровне [1; 8] для показателя, принимающего зна-
чение [0; 110].

Проверка эффективности системы мета-обуче-
ния проводилась путем передачи очередной вре-
менной последовательности системе с целью реше-
ния задачи построения прогноза на заданное число
шагов вперед. Система производила выбор опти-
мального алгоритма путем применения обученных
мета-моделей обоих видов согласно модифициро-
ванному способу, описанному ранее. Среднее зна-
чение CR на контрольной выборке для системы со-
ставило 1,95, что на 44,7 % меньше, чем среднее
значение CR отдельных алгоритмов. Стоит отме-
тить, что среднее значение CR для системы мета-
обучения, использующей идеально точные мета-

модели (мета-модели со средним значением абсо-
лютного отклонения, равным нулю, т. е. имеющие
нулевую ошибку прогнозирования), составило
1,55, что лишь на 20,4 % лучше полученного ре-
зультата.

Заключение

Известные на сегодняшний день аналитиче-
ские обзоры систем мета-обучения выделяют
лишь некоторые внешние критерии оценки си-
стем либо рассматривают состав внутренних мо-
дулей без выделения общности в организации си-
стем. В данной работе сформулированы класси-
фикационные признаки, учитывающие внутрен-
нюю организацию систем, и проведена система-
тизация существующих систем мета-обучения.
Разработана объектно-ориентированная архи-
тектура программной платформы, позволяющая
реализовать любую из систем мета-обучения,
представленных в систематизации. Предложен
способ построения системы мета-обучения, реа-
лизованный в рамках программной платформы и
удовлетворяющий всем сформулированным тре-
бованиям. Проведенные эксперименты по реше-
нию задачи прогнозирования с использованием
набора алгоритмов МГУА показали эффектив-
ность разработанной системы мета-обучения по
выбору оптимального алгоритма прогнозирова-
ния и расчету оптимальных параметров его
функционирования (улучшение значение крите-
рия качества на 44,7 %). Направлением дальней-
ших работ является анализ поведения алгорит-
мов выбора оптимального алгоритма решения за-
дачи с целью дальнейшего повышения эффектив-
ности системы.
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Рис. 7. Средние и медианные значения абсолютных ошибок мета-моделей вида: а) qg
opt=η g(f); б) µg(f,qg

opt) 

 
a ß 
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The relevance of the work is caused by necessity of increasing efficiency of automatic data mining systems based on meta-learning.
The main aim of the study is to design an automatic meta-learning system supporting selection of optimal algorithm for problem sol-
ving and calculation of optimal parameters of its functioning.
The methods used in the study: inductive modeling, methods of statistical analysis of results.
Results: The known meta-learning systems were integrated based on produced classification features taking into account internal struc-
ture of systems. The author has stated the requirements for implementation of the automatic meta-learning system and has offered the
way to build a meta-learning system satisfying all stated requirements and accumulating meta-knowledge, building meta-models on its
basis, selecting optimal algorithm from a set of available ones and calculating optimal parameters of its functioning. The object-orien-
ted architecture of a software framework for implementation of any meta-learning system presented in the systematization was deve-
loped. The efficiency of the implemented automatic meta-learning system using algorithms of group method of data handling was ex-
perimentally examined being applied to solution of problems related to the short-term time series forecasting (1428 time series from the
testing set known as «M3 Competition»).
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Введение

В Институте систем энергетики им. Л.А. Ме-
лентьева СО РАН проводятся комплексные иссле-
дования, важную роль в которых играют исследо-
вания проблем энергетической безопасности.

Энергетическая безопасность (ЭБ) рассматривает-
ся как часть национальной безопасности, а именно
как защищенность граждан, общества, государ-
ства, экономики от угроз дефицита в обеспечении
их обоснованных потребностей топливно-энерге-
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ИНТЕГРАЦИЯ СЕМАНТИЧЕСКИХ МОДЕЛЕЙ В ИССЛЕДОВАНИЯХ ПРОБЛЕМ 
ЭНЕРГЕТИЧЕСКОЙ БЕЗОПАСНОСТИ
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Актуальность работы определяется, с одной стороны, важностью проблем энергетической безопасности и их исследований, с
другой – необходимостью развития интеллектуальных инструментальных средств исследований и их интеграции с традицион-
ными математическими моделями.
Цель работы: усовершенствование двухуровневой технологии исследований проблем энергетической безопасности за счет инте-
грации семантических моделей и расширения онтологического пространства знаний о предметной области онтологиями событий.
Методы исследования: В предложенной ранее двухуровневой технологии исследований проблем энергетической безопасно-
сти на верхнем (первом) уровне выполняется качественный анализ (экспресс-анализ) с применением методов и средств семан-
тического (онтологического, когнитивного и событийного) моделирования, на нижнем (втором) – количественный анализ на
основе численных расчетов с использованием традиционных программных комплексов. Когнитивные модели используются для
моделирования угроз энергетической безопасности, событийные модели – для моделирования вариантов развития чрезвычай-
ных ситуаций в энергетике. Совместное использование когнитивного и событийного моделирования позволяет получить более
объективную оценку ситуации. Вводятся онтологии событий, используемые для перехода от когнитивных к событийным моде-
лям. Рассматривается использование Joiner-сетей для последующего анализа и обработки событийных моделей.
Результаты: Предложены правила генерирования онтологий событий. Описан алгоритм автоматизированного перехода от ког-
нитивных карт к событийным моделям на основе онтологий (с использованием онтологий событий) как один из этапов усовер-
шенствования двухуровневой технологии.
Приведены разработанные онтологии, когнитивные и событийные карты и построенная на их основе событийная модель с ис-
пользованием Joiner-сетей.

Ключевые слова:
Энергетическая безопасность, семантическое моделирование, онтологическое, когнитивное и событийное моделирование,
онтологии событий, Joiner-сети.


